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Resumo

Este trabalho desenvolve um sistema para

predição da soroprevalência da Hepatite A.

Para isto, são considerados os modelos de

regressão de logística e redes neurais artifi-

ciais. O desempenho de tais modelos é me-

dido através da taxa de classificação incor-

reta em uma amostra do município de Du-

que de Caxias, Rio de Janeiro, que possui

elevada prevalência da doença. Resultados

mostram que o modelo neural, aplicado so-

bre a informação relevante extraída do mo-

delo de regressão logística, apresenta um

bom desempenho, alcançando uma eficiên-

cia de classificação geral acima de 88%.
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Logística. Hepatite A. Sistemas de Apoio ao
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Introdução

A hepatite A é uma doença do fígado al-

tamente contagiosa e às vezes fatal. A infec-

ção pelo vírus da hepatite A constitui um

dos maiores problemas de saúde pública no

Brasil. A transmissão do  vírus da hepatite A

(HAV) ocorre principalmente pela via

orofecal, deste modo a água é um impor-

tante veículo da disseminação do HAV 1.

O Brasil tem índices elevados de trans-

missão de Hepatite A, em razão de condi-

ções deficientes ou inexistentes de sanea-

mento básico, nas quais é obrigada a viver

grande parte da população, inclusive nos

grandes centros urbanos.

A hepatite A apresenta alta proporção

de casos assintomáticos, contribuindo para

que o Sistema de Vigilância Epidemiológica,
baseado em notificação passiva de casos, seja

de baixa sensibilidade, representatividade,

utilidade e oportunidade para o monito-
ramento, o que dificulta a estimativa da mag-

nitude dos eventos e a decisão a respeito de

medidas de intervenção em tempo hábil2.
Diante deste contexto, torna-se necessária a

utilização de ferramentas que auxiliem o di-

agnóstico da hepatite A.
O principal objetivo deste trabalho é a

criação de um sistema de predição da

soroprevalência da hepatite A, visando o
apoio ao diagnóstico. O sistema, a partir de

uma base de informações relevantes para o

problema em estudo, contribuirá na identi-
ficação de indivíduos com alto risco de con-

trair a doença, atenuando o risco de disse-

minação da doença para a população, como
também na identificação daqueles indivídu-

os que merecem posterior investigação em

Unidades de Saúde.
Nesse sentido, para criação do sistema,

tomou-se como amostra 3.079 indivíduos

com idade entre 1 e 83 anos, residentes em

uma região metropolitana do Estado do Rio

de Janeiro. Em todos os indivíduos amos-

trados foram colhidas amostras de sangue

para a pesquisa de anti-HAV (hepatite A) total

no soro. Em seguida, identificou-se a

soroprevalência global para o anti-HAV (he-
patite A) entre os indivíduos observados.

Abstract

This paper aims to develop a support system

for seroprevalence prediction of hepatitis A.

Logistic regression and artificial neural

network models were considered. The

accuracy of these models was measured

based on the misclassification rate in a sample

from the city of Duque de Caxias, Rio de

Janeiro, where there is a high incidence of

this disease. The results of the evaluation

show that the neural model achieves an

overall classification efficiency of 88%, when

it uses relevant information extracted from

the logistic model.
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Para estabelecermos a influência conjun-

ta das variáveis sobre a soroprevalência anti-

HAV, utilizamos a técnica de regressão

logística multivariada3 . Identificadas as va-

riáveis explicativas relevantes ao problema

em estudo, projetamos uma rede neural ar-

tificial, com o objetivo de avaliar a eficiência

de classificação neural e sua potencialidade

enquanto sistema de apoio ao diagnóstico

médico para a hepatite A.

Materiais e Métodos

Nesta seção, especificamos a área de es-

tudo, bem como o plano de amostragem

utilizado. Em seguida, são apresentados os

modelos estudados. Por fim, é mostrado

como os modelos foram desenvolvidos.

Área de EstudoÁrea de EstudoÁrea de EstudoÁrea de EstudoÁrea de Estudo

Neste trabalho, a região em estudo en-
volveu uma localidade denominada, pelo

Programa de Despoluição da Baía de

Guanabara, de Setor Parque Fluminense, que
abrange uma parte do segundo distrito do

município de Duque de Caxias. Este municí-

pio está localizado na região metropolitana
do Estado do Rio de Janeiro, às margens da

Baía de Guanabara, fazendo divisa com os

municípios do Rio de Janeiro, Belfort Roxo,
São João de Meriti, Miguel Pereira, Nova

Iguaçu, Magé, Vassouras e Petropólis. Este

trabalho faz parte de um projeto do Núcleo
de Estudos de Saúde Coletiva (NESC) da

Universidade Federal do Rio de Janeiro e os

dados aqui tratados foram gentilmente ce-
didos pelos coordenadores desse projeto4.

No setor Parque Fluminense, foram se-

lecionados 19 setores censitários para a rea-
lização de um inquérito sorológico para

anticorpos contra vírus da hepatite A (anti-

HAV), e um inquérito domiciliar para avali-
ação de condições socioeconômicas e sani-

tárias.

Plano de AmostragemPlano de AmostragemPlano de AmostragemPlano de AmostragemPlano de Amostragem

A amostragem dos indivíduos foi estrati-
ficada por grupo etário, tendo sido selecio-

nados 3.079 indivíduos com idade entre 1 e

83 anos, residentes em 2.291 domicílios.

O exame sorológico foi realizado após

esclarecimento à população dos objetivos do

trabalho e assinatura de um termo de con-

sentimento. As amostras de sangue para a

pesquisa de anti-HAV total no soro foram

colhidas em todos os indivíduos amostrados.

Os indivíduos foram classificados como

soropositivo ou soronegativo.

As variáveis relacionadas ao indivíduo,

seu ambiente domiciliar e peridomiciliar,

foram coletadas por meio de entrevistas

domiciliares, através de um formulário pré-

codificado. Foram observadas 66 variáveis,

entre as quais podemos citar: idade, sexo,

renda mensal e escolaridade da dona de casa,

a não utilização de filtro de água, densidade

de moradores por cômodos, tempo de mo-
radia na residência, condições sanitárias e

outras4.

Redes Neurais ArtificiaisRedes Neurais ArtificiaisRedes Neurais ArtificiaisRedes Neurais ArtificiaisRedes Neurais Artificiais

As redes neurais artificiais5 (RNA) são vis-
tas como modelos paramétricos não-linea-

res. Uma potencial desvantagem das redes

neurais, para área médica, é que os parâ-
metros (pesos sinápticos) não têm uma in-

terpretação imediata, exigindo análise adici-

onal para se compreender a forma com que
a informação é extraída6. Entretanto, esta

metodologia possui a vantagem de detectar

implicitamente qualquer relação não-linear
entre a variável resposta e as variáveis

explicativas. O modelo de regressão logística

também pode ser utilizado para modelar
uma relação não-linear entre a variável res-

posta e as variáveis explicativas; entretanto

esta relação não-linear tem que ser explici-
tada pelo desenvolvedor do modelo7.

Devido ao fato de não haver necessidade

de independência e normalidade das variá-
veis em estudo, bem como a sua grande ca-

pacidade de aprendizado a partir do ambi-

ente, a aplicação de redes neurais artificiais

na análise estatística de dados epidemio-

lógicos é atraente. Além do mais, o proces-

samento neural é capaz de extrair relações

das variáveis de entrada diretamente sobre
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os espaços de dimensão elevada que tipica-

mente as caracterizam, tornando tal proces-

samento uma ferramenta valiosa em pro-

blemas complexos de reconhecimento de

padrões. Por outro lado, redes neurais po-

dem trabalhar em conjunto com outras téc-

nicas de processamento, permitindo que se

utilize o conhecimento acumulado em uma

determinada área de aplicação8. Assim, os

dados podem ser pré-processados, identifi-

cando-se a informação relevante à tarefa de

processamento de interesse, e a rede neural

irá operar sobre esta informação qualifica-

da, ao invés de trabalhar com os dados bru-

tos. Desta maneira, evitam-se modelos

neurais de alta complexidade, que normal-

mente são poucos práticos9.

Redes Neurais Artificiais (RNA) podem

ser aplicadas em problemas de regressão,
classificação e compactação de dados, como

também em situações onde existem intera-

ções não-lineares entre as variáveis depen-
dentes e as independentes. Ultimamente, as

RNA também vêm sendo utilizadas na área

de diagnóstico (ou prognóstico) médico10-12

e análise de dados de sobrevivência13. Tam-

bém são encontrados alguns trabalhos que

apresentam o uso do modelo neural em es-
tudos epidemiológicos14,15.

A idéia básica subjacente ao paradigma

das redes neurais é construir um modelo
composto por um grande número de uni-

dades de processamento muito simples, que

são chamadas de neurônios, com um gran-
de número de conexões entre eles. O

processamento básico de informação da

rede ocorre nos neurônios. A informação
entre os neurônios é transmitida através de

conexões denominadas sinapses ou pesos
sinápticos.

A capacidade de aprender através de

exemplos e de generalizar a informação

aprendida representam, sem dúvida, atrati-

vos importantes para a escolha de uma so-

lução neural de problemas diversos. A gene-

ralização – associada à capacidade da rede
de aprender através de um conjunto de

exemplos, representativo do problema que

se pretende estudar, e, posteriormente, for-

necer respostas coerentes para dados não

apresentados anteriormente – é uma de-

monstração de que a capacidade das RNA

vai muito além de mapear relações de en-

trada e saída. As RNA são capazes de extrair

informações não apresentadas de forma ex-

plícita através dos exemplos16.

Diferentes topologias de redes neurais são

encontradas na literatura. Neste trabalho,

foram utilizadas redes neurais multicamadas

feedforward5, que serão aqui denominadas

de redes neurais multicamadas.

Uma rede neural multicamadas é tipica-

mente composta de camadas alinhadas de

neurônios. Neste tipo de rede, as entradas

da rede são apresentadas na primeira cama-

da, que é chamada camada de entrada. Esta

camada distribui as informações de entrada

para a(s) camada(s) escondida(s) da rede. A

última camada é a camada de saída, onde a
solução do problema é obtida. A camada de

entrada e a camada de saída poderão ser

separadas por uma ou mais camadas inter-
mediárias, chamadas camadas escondidas.

Na grande maioria das aplicações, conside-

ra-se apenas uma camada escondida. Além
disso, os neurônios de uma camada estão

conectados apenas aos neurônios da cama-

da imediatamente posterior, não havendo
realimentação (comunicação unidirecional)

nem conexões entre neurônios da mesma

camada. Além disso, caracteristicamente, as
camadas são totalmente conectadas. Um

exemplo de rede neural multicamadas está

mostrado na Figura 1.

Figura 1 – Exemplo de Rede Neural
Feedforward Multicamadas
Figure 1 – Example of a Multilayer Feedforward
Neural Network
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Em termos de topologia, para

implementarmos uma rede neural devemos

determinar as seguintes variáveis: (a) o nú-

mero de nós na camada de entrada, (b) o

número de camadas escondidas e o número

de neurônios a serem colocados nessas ca-

madas, (c) o número de neurônios na cama-

da de saída. Estes parâmetros afetam o de-

sempenho da RNA, devendo ser cuidadosa-

mente escolhidos.

O número de nós na camada de entrada

corresponde ao número de variáveis que

serão usadas para alimentar a rede neural.

Freqüentemente, são as variáveis mais rele-

vantes para o problema em estudo.

Pelo teorema geral de Kolmogorov17 so-

bre aproximações de funções, teoricamente

basta uma camada escondida na rede. O

número de neurônios escondidos é escolhi-
do através de critérios de ajustamento-pe-

nalidade (complexity-regularization), que são

análogos aos critérios estatísticos AIC (

Akaike Information Criterion) e BIC

(Bayesian Information Criterion), ou atra-

vés da capacidade preditiva da rede18.
Não existe um critério geral que permita

definir o número de neurônios na camada

escondida. Em geral, redes neurais com pou-
cos neurônios escondidos são preferidas,

visto que elas tendem a possuir um melhor

poder de generalização, reduzindo o pro-
blema de sobreajuste (overfitting). Entretan-

to, redes com poucos neurônios escondidos

podem não possuir a habilidade suficiente
para modelar e aprender os dados em pro-

blemas complexos, podendo ocorrer

underfitting, ou seja, a rede não converge
durante o treinamento19.

 Em alguns casos em que o número de

neurônios na única camada escondida tor-
na-se elevado, o uso de duas ou três (muito

raramente) camadas pode às vezes nos per-

mitir a diminuição do número de neurônios
na camada escondida20.

Outras decisões a serem tomadas inclu-

em: a seleção da função de ativação dos
neurônios da camada escondida e da cama-

da de saída, o algoritmo de treinamento e

seus respectivos parâmetros, a transforma-
ção dos dados ou método de padronização,

a seleção do conjunto de treinamento e con-

junto de teste, o critério de parada do trei-

namento e a escolha de uma medida de de-

sempenho da rede21.

A função de ativação, também chamada

de função de transferência, é uma função

matemática que, aplicada à combinação li-

near entre as variáveis de entrada e pesos

que chegam a determinado neurônio,

retorna ao seu valor de saída. Existem diver-

sas funções matemáticas que são utilizadas

como função de ativação. As funções de ati-

vação mais comumente usadas são: função
logística e a função tangente hiperbólica.

Existem algumas regras heurísticas para

a seleção da função de ativação. Por exem-

plo, Klimasaukas22 sugere a função de ativa-

ção logística para problemas de classifica-

ção que envolvam o aprendizado de um de-
terminado padrão. A função tangente

hiperbólica também é bastante utilizada em

problemas de classificação, devido ao fato
de, em algumas situações práticas, a função

tangente hiperbólica acelerar a convergên-

cia do algoritmo de treinamento da rede
neural19. Entretanto, não é claro se diferen-

tes funções de ativação têm maiores efeitos

no desempenho da rede.
Ao implementarmos uma rede neural,

normalmente o conjunto de dados é sepa-

rado em dois conjuntos: conjunto de treina-
mento e conjunto de teste.

O conjunto de treinamento é utilizado

para o treinamento da rede e ajuste dos
parâmetros da rede, devendo conter um

número estatisticamente significativo de ca-

sos em estudo, de modo a constituir uma
amostra representativa do problema que se

pretende estudar.

O conjunto de teste é utilizado para veri-
ficar a capacidade de generalização da rede

sob condições reais de utilização. Os dados

do conjunto de teste não devem ser usados
para ajuste dos parâmetros da rede. A habi-

lidade de generalização da rede se refere a

seu desempenho ao classificar padrões do

conjunto de teste. Deficiências na capacida-

de de generalização da rede podem ser atri-

buídas ao problema de sobreajuste

(overfitting). Esse problema ocorre quando,
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após um certo período de treinamento, a

rede se especializa no conjunto de treina-

mento e perde a capacidade de generaliza-

ção. Diz-se então que a rede memorizou os

padrões de treinamento, gravando suas pe-

culiaridades e ruídos, proporcionando per-

das na capacidade de generalização quando

essa é utilizada para classificar os padrões

pertencentes ao conjunto de teste.

Para evitarmos o problema de sobre-

ajuste, pode-se usar também uma subdivi-

são do conjunto de treinamento, criando um

conjunto de validação cuja finalidade é veri-

ficar  a eficiência da rede quanto a sua capa-

cidade de generalização durante o  processo

de treinamento, também podendo ser em-

pregado como critério de parada do treina-

mento da rede. Entretanto, em algumas si-

tuações, principalmente na área médica, é
comum dispormos de uma pequena quan-

tidade de dados, dificultando a divisão do

conjunto de dados em três conjuntos (trei-
namento, validação e teste). Quando a con-

junto de dados não é suficientemente gran-

de para o dividirmos em três conjuntos, uma
das alternativas para evitarmos o problema

de sobreajuste é utilizarmos o método de

validação cruzada (cross validation)21,23.
Após especificarmos a arquitetura da rede

neural, torna-se necessário definir o algoritmo

de treinamento da rede. Basicamente, o trei-
namento da rede neural consiste em um pro-

blema de minimização não linear sem restri-

ções, em que os pesos sinápticos da rede são
iterativamente modificados para minimizar

o erro médio quadrático entre a resposta de-

sejada a partir dos dados de entrada, e a saída
obtida no neurônio de saída. Do ponto de

vista estatístico, o treinamento seria estimar

os parâmetros do modelo considerando-se
um conjunto de dados20.

Vários métodos para treinamento super-

visionado de RNA são propostos24. Entretan-

to, o algoritmo mais popularmente usado

para esse tipo de treinamento é o algoritmo

de retropropagação (backpropagation)5.
A aplicação do algoritmo backpropagation

requer a escolha de um conjunto de parâ-

metros (número de iterações do algoritmo,

critério de parada, pesos iniciais, taxa de apren-

dizado), cuja influência pode ser decisiva para

a capacidade de generalização da rede.

O critério de parada do treinamento exi-

ge considerar a capacidade de generaliza-

ção da rede. Um treinamento prolongado

demais pode levar a um sobreajuste da rede,

especialmente no caso de dispormos de pou-

cos pares de entrada e saída para o conjunto

de treinamento, o que pode piorar o desem-

penho da rede quando o conjunto de teste

lhe for apresentado25.

A escolha da taxa de aprendizado ααααα depen-

de da função a aproximar. Valores muito pe-

quenos de ααααα tornam o treinamento lento, en-

quanto valores muito grandes podem provo-

car divergência do processo de treinamento26.

A rede neural baseia-se nos dados a ela

exibidos para extrair o modelo desejado.

Portanto, a fase de treinamento deve ser ri-
gorosa e verdadeira, a fim de serem evitados

modelos espúrios.

Descrição dos Modelos
Estudados

Primeiramente, para identificarmos as

variáveis relevantes ao problema em estu-

do, foi construído um modelo de regressão
logística. Identificadas as variáveis relevan-

tes, implementamos uma rede neural artifi-

cial para processar as variáveis escolhidas, a
partir de um treinamento supervisionado.

Nesta seção, são descritos ambos os mo-

delos de regressão logística (pré-proces-
samento) e neural (classificação).

Regressão LogísticaRegressão LogísticaRegressão LogísticaRegressão LogísticaRegressão Logística

Em nosso estudo, a variável de interesse

é definida da seguinte forma:

Seja πi = P(yi =1), com 0< πi <1, a probabi-

lidade do indivíduo i ser soropositivo. As-
sim, assumindo que os indivíduos são inde-

pendentes, é natural modelar y
i
 por uma dis-

tribuição de Bernoulli com probabilidade πi,

denotada por,
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yi ~Ber(πi) (3)

Assim, a probabilidade πi do indivíduo i
ser soropositivo está relacionada com as va-

riáveis explicativas xi1, xi2 ,..., xip através do

seguinte modelo logístico:

, (4)

sendo β
0
, β

1
, ..., β

p
 parâmetros desconheci-

dos, devendo, assim, ser estimados.

Inicialmente, para avaliarmos a variação

do risco na probabilidade de ocorrência da

hepatite A, criamos um modelo logístico com

as 66 variáveis explicativas observadas nos

3.079 indivíduos residentes nos domicílios

amostrados. Em seguida, através deste mo-

delo, selecionamos as variáveis independen-
tes que foram estatisticamente significantes.

A seleção das variáveis do modelo

logístico foi realizada por um procedimento
“passo a passo”, conhecido como stepwise26,

considerando-se 10% e 20% os níveis de

significância para inclusão e exclusão de va-
riáveis, respectivamente.

 O modelo de regressão logística resul-

tante para a amostra em estudo incluiu ape-
nas sete variáveis independentes, conside-

radas estatisticamente significantes ao nível

de 10% de significância, refletindo informa-
ções relativas ao indivíduo, ao ambiente do-

miciliar e peridomiciliar, além de variáveis

socioeconômicas. Através do modelo de re-
gressão logística, foi possível identificar, por

exemplo, as variáveis relacionadas ao ambi-

ente domiciliar e peridomiciliar que estão
associadas a uma maior ou menor probabi-

lidade de se adquirir a doença.

As sete variáveis independentes resultan-
tes foram: idade, proximidade do domicílio

à vala negra, densidade de moradores/cô-

modos, número de pontos de água no do-

micílio, a não utilização de filtro de água,

número de anos de estudo e renda média

mensal da dona de casa. Sobre esta infor-

mação relevante ao diagnóstico será desen-

volvido o modelo neural, esperando-se, as-

sim, obter uma modelagem parcimônia e
com boa generalização.

Implementação do Modelo NeuralImplementação do Modelo NeuralImplementação do Modelo NeuralImplementação do Modelo NeuralImplementação do Modelo Neural

Para definirmos os conjuntos de treina-

mento, validação e teste a serem utilizados

no projeto da rede neural artificial, bem como

no modelo de regressão logística, foram re-

tirados da amostra em estudo os indivíduos

com dados incompletos. Assim, a amostra

total a ser utilizada ficou reduzida a 2.815

indivíduos. Nessa amostra verificou-se uma

soroprevalência global para hepatite A de

36,6%.

Na nossa aplicação, o conjunto de dados

foi dividido aleatoriamente em três conjun-

tos. O conjunto de treinamento foi composto

com 1.200 indivíduos, sendo que 33% dos in-

divíduos são soropositivos para o anti-HAV,

enquanto o conjunto de validação incluiu 762

indivíduos, dos quais 38% são soropositivos
para o anti-HAV. Por fim, o conjunto de teste

foi composto pelos indivíduos restantes, que,

portanto, não participaram do processo de
treinamento. Os resultados de classificação

serão dados para o conjunto de teste. A

prevalência de indivíduos soropositivos nes-
se conjunto é igual a 34%.

O modelo neural proposto se apóia na

seleção de variáveis produzida pelo modelo
de regressão logística. Assim, a informação

de cada paciente a ser processada pela rede

neural compõe-se das sete variáveis expli-
cativas identificadas como estatisticamente

significantes pelo modelo de regressão

logística. Isto permite uma redução signifi-
cativa da dimensão do espaço de entrada e a

conseqüente redução da complexidade da

rede neural.
No conjunto de variáveis significativas,

as variáveis contínuas foram re-escaladas,

em cada conjunto, para se adaptarem ao in-

tervalo (-1, 1) da função de ativação escolhi-

da para cada neurônio, no caso, a tangente

hiperbólica. A variável re-escalada x*i foi

obtida da seguinte forma:

 (5)

sendo –x a média aritmética da variável

explicativa xi no conjunto considerado. As
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variáveis dicotômicas foram codificadas em

-1 e 1, onde -1 representa a ausência do atri-

buto e 1 representa a sua presença.

A escolha do número de neurônios na

camada escondida foi feita através de expe-

rimentos, sempre buscando-se redes com

poucos neurônios escondidos e com um

bom poder de generalização. Primeiramen-

te, projetamos uma rede neural com três

neurônios escondidos, que apresentou um

bom poder de generalização. Também fo-

ram avaliadas redes neurais com quatro e

cinco neurônios na camada escondida; en-

tretanto, algumas redes ficaram bastante

especializadas no conjunto de treinamento.

Com isso, resolvemos considerar redes

neurais com apenas três neurônios na ca-

mada escondida.

O único neurônio de saída da rede
corresponde à soropositividade para o anti-

HAV, que possui um caráter binário. Em

ambas as camadas, a escondida e a de saída, a
tangente hiperbólica foi a função de ativação

utilizada, visto que as variáveis de entradas se

encontram no intervalo entre -1 e 1. Para o
treinamento da rede, utilizamos o algoritmo

de retropropagação (backpropagation).

 Para evitarmos efeito de sobreajuste,
utilizamos, como critério de parada, o erro

de generalização obtido para o conjunto de

validação ao longo do processo de treina-
mento. O treinamento da rede foi interrom-

pido quando o erro do conjunto de valida-

ção passou a aumentar, enquanto o erro do
conjunto de treinamento ainda decaía. O trei-

namento da rede foi realizado consideran-

do-se a taxa de aprendizado fixa em 0,1.
Algumas técnicas são tipicamente utili-

zadas para acelerar o algoritmo

backpropagation e evitar mínimos locais. A
mais utilizada é a adição do termo momen-

to5. Na prática, normalmente escolhe-se o

termo momento na faixa de 0,9 ou 0,7. Aqui,

considerou-se tal parâmetro igual a 0,7.

Os pesos iniciais foram selecionados ale-

atoriamente no intervalo de -0,1 a 0,1. Dado
que o algoritmo backpropagation está sujei-

to a mínimos locais, foram realizadas diver-

sas inicializações da rede, a fim de evitarmos

uma estimativa tendenciosa do erro de clas-

sificação. Foram consideradas 10.000

iterações de treinamento.

O desempenho das redes treinadas, após

o processo de treinamento, foi avaliado em

relação à classificação dos indivíduos per-

tencentes ao conjunto de teste. Para isto,

calculamos a taxa de classificação correta

(acurácia sobre os indivíduos), a sensibilida-

de e a especificidade no conjunto de teste.

Para termos uma base de avaliação do

erro de classificação obtido pela rede neural,

ajustamos um modelo logístico contendo as

sete variáveis independentes em questão. Os

parâmetros do modelo logístico foram esti-

mados utilizando-se apenas o conjunto de

treinamento. Para a validação do modelo

logístico, utilizamos o conjunto de teste.

Resultados

A proporção de concordância total, ou

seja, a proporção de indivíduos no conjunto
de teste que foram classificados como

soropositivo (soronegativo), sendo realmen-

te portadores da doença (não portador da
doença), para a RNA foi igual a 88%. A re-

gressão logística apresentou uma proporção

de concordância total igual a 83%, para o
mesmo conjunto de indivíduos.

Ao selecionar um modelo, é bastante

importante que o especialista conheça a
sensibilidade e a especificidade27 do modelo

que se propõe a utilizar. Desta maneira, para

avaliarmos mais detalhadamente o modelo
proposto, calculamos a sensibilidade e

especificidade da RNA e, para fins de com-

paração, do modelo logístico (ML). A Tabela
1 mostra os resultados obtidos.

De acordo com os resultados apresenta-

dos na Tabela 1, observamos que a RNA apre-
senta boa sensibilidade, ou seja, ela conse-

gue classificar eficientemente os soropositi-

vos para hepatite A. Em relação à especifici-
dade, ambos os modelos apresentaram uma

especificidade bastante elevada.

No caso da identificação de indivíduos

soropositivos para hepatite A, a escolha das

variáveis de entrada – no nosso caso, através

do modelo de regressão logística – realiza

um pré-processamento fundamental para a



125 Rev Bras Epidemiol
2005; 8(2): 117-26

Usando Redes Neurais Artificiais e Regressão Logística na Predição da Hepatite A
Santos, A.M. et al.

classificação. Com este enfoque, o classifi-

cador neural proposto foi capaz de classifi-

car corretamente 88% do conjunto de teste.

Conclusões

Redes neurais artificiais vêm sendo utiliza-

das como modelo de classificação no campo

da epidemiologia. A computação envolvida nas
etapas de aprendizado na RNA é facilitada se o

especialista do problema é posto para traba-

lhar em conjunto com o processamento
neural, criando um enfoque de processamento

híbrido que ataca o problema utilizando todo

o conhecimento acumulado.
O sistema proposto neste trabalho pos-

sui uma base de dados de desenvolvimento

e a utiliza para prover um modelo neural
para o diagnóstico de hepatite A. A rede

neural assim projetada, quando alimentada

com dados de um novo indivíduo, proveni-
ente da região em estudo, fornece a classifi-

cação do indivíduo (soropositivo ou sorone-

gativo) e a probabilidade de o indivíduo ser
soropositivo, permitindo uma melhor iden-

tificação da condição específica do indiví-

duo. Além disso, o banco de dados de de-
senvolvimento do modelo neural pode ser

atualizado, permitindo melhorar a caracte-

rização estatística do diagnóstico da hepati-

te A ou incorporar nova informação, de acor-

do com a dinâmica que a transmissão da

doença possa desenvolver. O sistema neural
também poderá ser validado em outras po-

pulações com características socioeconô-

micas semelhantes à região em estudo.
Neste estudo, para identificarmos as va-

riáveis relevantes utilizamos o modelo de

regressão logística; entretanto, vários méto-
dos para seleção das variáveis de entrada da

rede neural têm sido propostos.

Seixas et al.28 apresentam uma metodo-

logia para a identificação das variáveis rele-

vantes para o problema em estudo. A rele-

vância de uma determinada variável é avali-

ada através de uma determinada estatística,

que mede a variação produzida na saída da

rede, quando o valor de uma variável espe-

cífica de entrada é substituído pelo seu res-

pectivo valor médio, para todos os eventos
do conjunto de treinamento. Através dessa

metodologia torna-se possível uma visuali-

zação das variáveis relevantes. Os métodos
AIC29 (Akaike Information Criterion) e BIC30

(Bayesian Information Criterion), também

são bastante utilizados como procedimento
de seleção das variáveis de entrada. A rele-

vância das variáveis explicativas que alimen-

taram a rede neural implementada neste es-
tudo pode ser verificada utilizando-se algu-

mas dessas técnicas.

A escolha das variáveis relevantes na
implementação das redes neurais deve ser

realizada cuidadosamente, visto que a inclu-

são de variáveis não relevantes ao problema
em estudo poderá prejudicar o desempe-

nho da rede neural, assim como o erro de

classificação.
Na área médica, onde se pretende utili-

zar as redes neurais como instrumento de

apoio ao diagnóstico, esta metodologia é
atraente e se tem mostrado eficiente. O mo-

delo neural, aqui proposto, pode ser condu-

zido de forma inovadora como ferramenta

de apoio para o diagnóstico da hepatite A,

visando respostas úteis ao gerenciamento da

hepatite A.
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Tabela 1 – Resultados para Rede Neural e Regressão Logística
Table 1 – Result for the neural network and Logistic Regression

Rede Neural Regressão Logística

Taxa de Erro (%)  12 17
Sensibilidade (%) 70 52
Especificidade (%) 99 99
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